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Streszczenie pracy

Celem niniejszej pracy dyplomowej było zaprojektowanie i implementacja trójwymiarowej gry komputerowej, na łamach której porównane zostaną popularne metody realizacji inteligentnych zachowań niezależnych agentów NPC (ang. Non-Playable Character). Środowiskiem utworzenia aplikacji był program Unreal Engine - silnik oprogramowania graficznego wykorzystywany powszechnie w produkcji gier i animacji 3D.

Aplikacja została stworzona pod kątem umożliwienia przeprowadzenia badań kluczowych parametrów i rejestracji ich wyników.
Abstract
The purpose of this work was project and implementation of tridimensional computer game, on behalf of which will be compared popular methods of realization intelligent behaviors of independent NPC agents (Non-Playable Characters). As a development and runtime environment was chosen Unreal Engine – graphical software engine commonly used in game development and 3D animations. 

Application was created to allow the research of key parameters and results recording.
1 Słownik


NPC – (ang. Non-Playable Character), postać niezależna, gracz niezależny, agent (według słownictwa naukowego), aktor (według słownictwa środowiska Unreal Engine 4)
AI – (ang. Artificial Intelligence), sztuczna inteligencja
GA – (ang. Genetic Algorithm), algorytm genetyczny
NN – (ang. Neural Network), sieć neuronowa
MLP – (ang. Multi Layer Perceptron), typ sieci neuronowej

2 Wprowadzenie do problemu
Istotnym elementem realizmu gier komputerowych jest zachowanie instancji postaci niezależnych. W grach, które bazują na takim zachowaniu implementacja sztucznej inteligencji stanowi większość wkładu w projekt. Nadaje rozgrywce unikalności, wchodząc w skład immersyjnego, wirtualnego środowiska, którego gracz jest częścią. W dobie masowych gier sieciowych, w których sztuczną inteligencję zastępują gracze i ograniczonych obliczeniowo gier na urządzenia mobilne sztuczna inteligencja wydaje się zaniedbanym tematem. Nie mniej jednak jest ona elementem, na który w branży komputerowej wciąż rośnie popyt, dlatego wiedza o niej w przyszłości może okazać się cennym zasobem. 

Jak twierdzi Simon Herbert [Herbert, 1995], sztuczna inteligencja zawsze miała swoją niszę w obszarze, gdzie programy polegają na heurystycznych przeszukiwaniach (którymi to nazywa on sposób, w jaki funkcjonuje człowiek), bez gwarancji na kompletność ich wyników, często używając do tego zadowalających kryteriów sukcesu. W ten sposób programy te przyczyniają się do rozwoju badań nad inteligencją człowieka, co demistyfikuje naturę ludzkiego domysłu, intuicji, a nawet kreatywności.
2.1 Cel pracy

Celem pracy jest zaprojektowanie i implementacja trójwymiarowej gry komputerowej, na łamach której porównane zostaną popularne metody realizacji inteligentnych zachowań postaci niezależnych NPC (ang. Non-Playable Character). Cel ten udało się osiągnąć po zastosowaniu metody hybrydowej będącej połączeniem metod opisanych w dalszych rozdziałach.
Projekt bazuje na zagadnieniach związanych z sieciami neuronowymi oraz algorytmem genetycznym. W procesie implementacji stworzono sieć neuronową rozwiązującą problem sztucznej inteligencji w przykładowej, prostej grze komputerowej, w której postacie (aktorzy) mają za zadanie aktywnie przeszukiwać planszę w czasie rzeczywistym. Zadaniem aktorów jest poszukiwanie przeciwników i ich zwalczanie, próbując przy tym osiągnąć wyniki porównywalne, lub lepsze od wyników alternatywnych algorytmów oraz technik sterowania postacią przez człowieka. 

Praca uwzględnia również obserwacje zachowań zespołowych utworzonych w ten sposób instancji sztucznych inteligencji.

Dokument ten zawiera wprowadzenie, krótki opis środowiska, sekcję z przykładami zastosowania sztucznej inteligencji w grach, wybrane metody rozwiązania postawionego problemu, opis użytego modelu AI, opis zaimplementowanych komponentów, badania oraz podsumowanie.
2.2 Sztuczna inteligencja a gry komputerowe
Definicja sztucznej inteligencji w grach różni się od definicji sztucznej inteligencji w naukowym rozumieniu tego pojęcia.

Podchodząc od naukowej strony, sztuczna inteligencja to dziedzina obejmująca takie zagadnienia jak logika rozmyta, obliczenia ewolucyjne, sieci neuronowe oraz uczenie maszynowe.

Sztuczna inteligencja w grach komputerowych obejmuje wszelkie zagadnienia programistyczne mające na celu symulowanie „inteligentnego” zachowania wirtualnych graczy. Zachowanie to samo w sobie nie musi być wyrafinowane – wystarczy jedynie, że spełnia oczekiwania potencjalnego gracza, dostarczając mu odpowiedniej jakości rozrywki. Najczęściej jest to jedynie iluzja inteligencji sprawiana poprzez umiejętne zastosowanie technik z dziedziny projektowania gier, którą tworzą proste algorytmy sterowania ruchami, realistyczna oprawa graficzna, przekonujące animacje postaci i głosy zapożyczone od znanych aktorów filmowych.

Częstokroć, postacie w grach komputerowych są sterowane przez globalny algorytm, mający dostęp do wszystkich zmiennych programu. Tworzy to złudzenie niesprawiedliwie zaprojektowanego AI.

W ogólnym ujęciu, AI tworzone przez projektantów komercyjnych gier jest uproszczone, w porównaniu do technik używanych w akademickich i przemysłowych zastosowaniach. Wynika to między innymi z następujących czynników [Fairclough, 2001]:
· Brak zasobów obliczeniowych dla AI w grach

· Sceptycyzm społeczności projektantów gier do używania niedeterministycznych metod, takich jak sieci neuronowe

· Brak czasu na projektowanie AI

· Brak zrozumienia zaawansowanych technik implementacji AI

· Wkład w grafikę w popularnych grach często przesłania wkład w pozostałe elementy – sztuczna inteligencja cierpi na tym najbardziej

W dzisiejszych czasach popularność zyskuje sztuczna inteligencja skupiająca się na realizacji celu bardziej, niż na odtwarzaniu scenariusza akcji (ang. goal-driven agent behavior). Jest to system dla agentów komputerowych, który pozwala im zaplanować sekwencję akcji dla osiągnięcia danego celu. Sekwencja taka nie zależy tylko i wyłącznie od celu, ale również od aktualnego stanu agenta i jego otoczenia (inaczej czynników, od których agent jest zależny). Oznacza to, że gdy dwóch różnych agentów znajdujących się w różnych stanach zostanie zaopatrzonych w ten sam cel, mogą wygenerować oni dwa zupełnie różniące się od siebie sekwencje akcji, co czyni AI bardziej dynamicznym i realistycznym.

2.3 Wymiarowość gier komputerowych

Praca skupia się na grach, których akcja odbywa się w środowisku trójwymiarowym. Trójwymiarowość gry jest rozumiana w dwóch kontekstach – grafiki oraz mechaniki. Należy przy tym pamiętać, że grafika 3D w grze nie zawsze jest tożsama z trójwymiarową mechaniką.

W przypadku grafiki aspekt trójwymiarowości jest dosyć oczywisty – chodzi tu o składające się z brył i wielokątów modele 3D umiejscowione w trójosiowej przestrzeni współrzędnych rzeczywistych (X, Y, Z), odzwierciedlające zależności ze świata rzeczywistego. 

Dwuwymiarowa grafika zapewnia jedynie widok na jeden z przekrojów przestrzeni gry (najczęściej przekrój ten jest jedyną taką przestrzenią).

Trójwymiarowa mechanika gry dotyczy przestrzeni, w której mogą swobodnie poruszać się istotne w grze obiekty takie jak postać gracza, postacie niezależne, lub inne urozmaicenia rozgrywki, których rola sprowadza się do czegoś więcej niż tylko wzbogacania oprawy graficznej. 

Przy dwuwymiarowej mechanice obiekty, z którymi gracz może wchodzić w interakcję znajdują się tylko na jednej płaszczyźnie, podczas gdy cała reszta służy jedynie celom dekoracyjnym – patrz: Rysunek 1.
	
	
	Grafika

	
	
	3D
	2D

	Mechanika
	3D
	· Counter-Strike: Global Offensive

· Rayman 3

· Minecraft
	· Dwarf Fortress

· FEZ

	
	2D
	· Warcraft III

· Heroes of Might and Magic V

· Trine
	· Super Mario Bros.

· Minesweeper (Saper)

· Diablo


Tabela 1 – podział typów przykładowych gier komputerowych ze względu na rodzaj używanej w nich grafiki oraz mechaniki.
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Rysunek 1 - zrzut ekranu z gry Trine, która pomimo trójwymiarowej grafiki posiada mechanikę osadzoną w dwóch wymiarach. Na pierwszym planie znajdują się między innymi dwie zapalone świece, które są poza płaszczyzną interakcji głównej postaci gracza. 
Źródło: https://muropaketti.com
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Rysunek 2 - zrzut ekranu z gry Minecraft, będącej klasycznym już przykładem gry z trójwymiarową mechaniką, w której gracz może wchodzić w interakcję ze wszystkimi widocznymi elementami wirtualnego świata. 
Źródło: https://www.youtube.com
3 Wykorzystane środowisko programistyczne
Środowiskiem wybranym do implementacji algorytmów jest Unreal Engine w wersji 4.14.0  – obiektowy silnik gry, wyprodukowany przez firmę Epic Games. Atutami przesądzającymi o jego wyborze są:

· intuicyjna obsługa

· graficzna reprezentacja kodu

· ułatwiona integracja logiki z trójwymiarową wizualizacją

· wsparcie producenta

· dbałość firmy o społeczność użytkowników (ang. community)
Unreal Engine - silnik oprogramowania graficznego używany najczęściej do tworzenia gier 3D. Jądro silnika zostało napisane w języku C++, a jego twórcy zaimplementowali w nim mechanizmy wspomagające wieloplatformowość. Ze względu na to oraz wysoki poziom technologiczny (16 lat rozwoju silnika przy dużym wsparciu finansowym) wielu deweloperów gier chętnie go wykorzystuje. Obsługuje między innymi platformy Windows, Linux, PlayStation 3, PlayStation 4, Xbox 360, Xbox One, Mac OS oraz iOS
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Rysunek 3- Interfejs blokowy programu Unreal Engine prezentujący „język” Blueprints.
Źródło: opracowanie własne
Większość funkcjonalności programu została zaimplementowana w graficznym języku środowiska zapewniającym odpowiedniki programistycznych klas (Blueprints) posiadających swoje atrybuty i funkcje.

Interfejs blokowy Unreal Engine posiada kilka ograniczeń, dlatego awaryjnym środowiskiem pozwalającym na nieco większą swobodę programistyczną zostało Visual Studio (obsługujące głównie język C++).

Aż do końca implementacji programu nie zaistniał problem, którego nie dałoby się rozwiązać graficznym językiem blokowym Blueprints.
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Rysunek 4 - Interfejs graficzny środowiska programistycznego Visual Studio. 
Źródło: opracowanie własne
4 Przykłady zastosowania sztucznej inteligencji w grach

Istnieje wiele przykładów wykorzystania naukowego ujęcia sztucznej inteligencji w grach komputerowych. W większości przypadków, należą do nich edukacyjne programy symulacyjne wyposażone w zbiór parametrów, z pomocą których można przeprowadzać eksperymenty. W przypadku typowych programów zaprojektowanych do celów czysto rozrywkowych popularne są dedykowane nakładki przechowujące model sztucznej inteligencji, który uczy się interakcji z grą w sposób podobny do człowieka.
4.1 Evolved Virtual Creatures

Jest to symulacyjny program edukacyjny autorstwa Karla Simsa, służący do tworzenia prostopadłościennych, wirtualnych stworzeń wykonujących ruchy w trójwymiarowym świecie zaopatrzonym w podstawowe prawa fizyki, takie jak grawitacja lub tarcie. Budowa morfologiczna stworzeń i ich systemy nerwowe kontrolujące wektory sił wirtualnych mięśni są tworzone automatycznie z wykorzystaniem algorytmów ewolucyjnych, których parametrami steruje użytkownik. Aby ukierunkować rozwój stworzeń, w programie zostały zaimplementowane różne funkcje celu, używane do wyindukowania zachowań takich jak chodzenie, bieganie, pływanie lub skakanie. 

Użyty w programie model wirtualnego stworzenia uwzględnia węzły i połączenia jako podstawowe elementy z których tworzone są grafy używane do opisu zarówno jego struktury jak i przewodów nerwowych. Tego rodzaju kod genetyczny definiuje przestrzeń nieskończonej liczby stworzeń i ich zachowań, która poddana technikom optymalizacyjnym prezentuje różne interesujące strategie poruszania się. Niektóre z nich byłyby prawie niemożliwe do uzyskania konwencjonalnymi metodami projektowania oprogramowania sterującego. 
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Rysunek 5 – przykładowe struktury morfologiczne wirtualnych stworzeń z programu Evolved Virtual Creatures, dla których celem symulacji było wykształcenie ruchów umożliwiających poruszanie się w środowisku wodnym. 
Źródło: http://artax.karlin.mff.cuni.cz
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Rysunek 6 - przykładowe, wirtualne stworzenie, dla którego celem ewolucyjnym było wykształcenie ruchu po płaskiej powierzchni. Jego układ nerwowy nie generuje oscylujących sygnałów –  stworzenie takie porusza się w płynny sposób, wijąc się i tocząc.
Źródło: http://3dvce.wikia.com
4.2 MarI/O

Program zbudowany na bazie modelu sztucznej inteligencji opakowującego grę Super Mario World przy użyciu sieci neuronowych i algorytmów genetycznych [Keating, 2015]. Sieć neuronowa przyjmuje na wejściu graficzną reprezentację tego, co aktualnie dzieje się w grze i przesyła to przez neurony do modułu wyjściowego, w którym znajduje się sterujący postacią kontroler. Architektura tej sieci jest nadzwyczajnie prosta – AI przechodzi cały poziom w grze wykorzystując zaledwie kilka wytrenowanych neuronów, zdolnych do podejmowania złożonych decyzji.

Do trenowania sieci program używa algorytmu ewolucyjnego. Algorytm ten generuje kilka losowych sieci, obserwuje progres postaci gracza i przypisuje każdej sieci końcową ocenę. Najlepsze sieci wymieniają się cechami, po czym następuje przejście do następnej iteracji algorytmu. Do nauczenia się przechodzenia poziomu w grze program potrzebował jedynie 34 takie iteracje.
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Rysunek 7 - zrzut ekranu z gry Super Mario World wraz z nakładką programu sterującego postacią. W górnej połowie ekranu zwizualizowana jest sieć pobierająca na wejściu uproszczony stan gry i zwracająca decyzję w postaci klawisza, który powinien zostać wciśnięty
Źródło: http://www.techtimes.com
4.3 Creatures (seria)

Creatures to seria programów komputerowych obejmujących tematykę z zakresu sztucznego życia (ang. artificial life) rozpoczęta w roku 1990 przez angielskiego naukowca Steve’a Grand’a. Gra skupia się na wychowywaniu kosmicznych stworzeń (Nornów), uczeniu ich jak przetrwać, pomaganiu im w odkrywaniu ich świata, bronieniu ich przed innymi gatunkami i rozmnażaniu ich. 

Stworzenia te do komunikacji używają słownictwa, jakiego nauczy je gracz. Taki język służy w dalszym etapie do wydawania poleceń kontrolowanym stworzeniom. Poprzez rozwój cech umysłowych i fizycznych – począwszy od dziecka, aż do późnej starości Norna – gra pozwala graczowi na stworzenie emocjonalnej więzi z rozwijanymi przez niego stworzeniami. Seria Creatures była zainspirowana przez symulacje neuroewolucyjne oraz towarzyszące im niespodziewane rezultaty.
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Rysunek 8 - panel edycji kodu genetycznego Norna w grze Creatures Online
Źródło: http://discoveralbia.com
5 Przegląd wybranych metod rozwiązania problemu
W tym rozdziale zostały zaprezentowane popularne metody sterowania AI w grach komputerowych, począwszy od najłatwiejszych w implementacji – do tych najtrudniejszych. W doborze metody rozwiązania problemu należy kierować się wiernością odwzorowania ludzkiego zachowania w decyzjach generowanych przez model.
5.1 Drzewo decyzyjne

Drzewo decyzyjne to wielokryterialny klasyfikator wyrażany rekursywnym podziałem przestrzeni decyzji [Petri, 2010]. Drzewo składa się z węzłów tworzących skierowany graf rozpoczynający się od węzła nieposiadającego wchodzących połączeń - zwanego korzeniem. Wszystkie pozostałe węzły posiadają dokładnie jedno połączenie wchodzące. Węzły z połączeniami wychodzącymi są węzłami testowymi (sprawdzającymi warunki). Na końcu drzewa są węzły-liście (zwane też węzłami terminalnymi), nie posiadające połączeń wychodzących – zamiast tego przechowują w sobie decyzję. 

W drzewie decyzyjnym każdy węzeł wewnętrzny (niebędący węzłem terminalnym) dzieli przestrzeń decyzji na dwie lub więcej podprzestrzeni w oparciu o zadaną funkcję dyskretną atrybutów wejściowych. W przypadku atrybutów liczbowych, blok warunku wyznacza przedziały wartości (np. wartości < 5 oraz wartości ≥ 5). W najczęstszym i zarazem najbardziej trywialnym przypadku, każdy test uwzględnia tylko jeden atrybut tworząc na podstawie jego podziału dwie ścieżki wyjściowe – tak powstała architektura nosi miano drzewa binarnego.
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Rysunek 9 - przykładowa struktura binarnego drzewa decyzyjnego
Źródło: opracowanie własne

Każdy węzeł-liść drzewa jest przypisany do jednej z klas reprezentujących najbardziej odpowiednią wartość decyzyjną. Instancje (stany, obiekty, rekordy) są klasyfikowane poprzez przepuszczenie ich przez drzewo począwszy od korzenia aż do liścia, w każdym kroku opierając się na kolejnych wynikach testów. 

Mniej rozbudowane drzewa są prostsze w zrozumieniu i wydajniejsze w użyciu (przy założeniu, że przepuszczamy przez nie duże ilości obiektów wymagających klasyfikacji), jednak ich sztywna struktura i brak parametrów sprawiają, że nadają się one do bardziej deterministycznych zastosowań. Nie mniej jednak są one często używane w tradycyjnych obszarach naukowych, w marketingu, w kontroli jakości, w inżynierii oprogramowania (pod postacią zagnieżdżonych instrukcji warunkowych), oraz, w szczególności – w grach sekwencyjnych (w których gracze dokonują decyzji naprzemiennie). 

Dużym minusem drzew decyzyjnych w kontekście teorii gier jest również fakt, że ich decyzje są przewidywalne, przez co metodą prób i błędów można rozpracować dokładny algorytm odpowiadający za sterowanie gry (gracz z czasem przestaje wykorzystywać umiejętność koordynacji wzrokowo-ruchowej i zaczyna bazować na wiedzy, jaką wyciągnął drogą dedukcji z obserwacji stawianych przed nim wyzwań).

Struktura przypominająca drzewo decyzyjne została wykorzystana przy okazji projektowania metody uczenia wirtualnych agentów w dalszej części pracy (metoda Q-learning).
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Rysunek 10 – przykładowe drzewo decyzyjne skonstruowane wbudowanym w wykorzystany silnik gry edytorem drzew decyzyjnych. W implementacji pracy został on zastąpiony sekwencją instrukcji warunkowych
Źródło: https://forums.unrealengine.com
5.2 Maszyna stanów
Istnieje wiele sposobów modelowania zachowania systemów (nie tylko komputerowych) [Wright, 2005], w których maszyna stanów jest jednym z najstarszych i najlepiej znanych. Maszyny stanów pozwalają myśleć o całości systemu w danym momencie czasu jako o „stanie”, na którym można oprzeć dalszą logikę sterowania systemem.

Można użyć podobnej techniki do projektu systemu komputerowego przez identyfikację stanów modelowanego systemu, zdarzeń powodujących przejście pomiędzy stanami i zachowanie systemu w każdym ze stanów.

W tym modelu, postrzegamy wykonanie programu jako sekwencję przejść, która przemieszcza logikę systemu przez różne stany. Maszyna sama w sobie może być skończona (ze stałą liczbą stanów), lub nieskończona (posiadać nieograniczoną liczbę stanów, zazwyczaj tworzonych na bieżąco).
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Rysunek 11 - przykładowa struktura skończonej maszyny stanów. Stanem początkowym jest stan 1. Warto zauważyć, że stan 1 jest możliwy do osiągnięcia tylko raz
Źródło: opracowanie własne

Można wyróżnić grupę elementów potrzebnych do zamodelowania skończonej maszyny stanów:

· System musi być możliwy do opisania w skończonym zbiorze stanów

· System musi mieć skończony zbiór wejść i zdarzeń sterujących przejściami między stanami

· Zachowanie systemu w danym momencie zależy od aktualnego stanu i wejść/zdarzeń w tymże momencie

· Dla każdego stanu, zachowanie systemu jest zdefiniowane dla każdej możliwej kombinacji wejść/zdarzeń

· System dysponuje jednym stanem początkowym

Rozbudowane maszyny stanów z wieloma stanami i przejściami są trudne do zarządzania, a warunki przejść często są trudne do zdefiniowania, przez co bazujące na tej metodzie AI w wielu przypadkach sprawia momentami wrażenie „utknięcia” w pętli nieadekwatnych do sytuacji zachowań.

Oprócz tego, podobnie jak w przypadku drzew decyzyjnych – maszyny stanów cechują się przewidywalnością. 

Maszyny stanów – pomimo swoich wad – znajdują jednak swoje zastosowanie w grach komputerowych, których AI nie wymaga skomplikowanych procesów decyzyjnych. 

Struktura maszyny stanów została wykorzystana również na łamach tej pracy (aczkolwiek nie w kontekście samego AI) – wykorzystany silnik graficzny posiada wbudowane narzędzie do projektowania stanowych algorytmów wyświetlania animacji.
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Rysunek 12 - używana w implementacji maszyna stanów animacji postaci
Źródło: opracowanie własne
5.3 Algorytm genetyczny

Algorytm genetyczny (będący de facto metaheurystyką) wykorzystuje cechy organizmów żywych, które występują w realnym świecie. Sformułowana w 1859 roku przez Karola Darwina teoria głosi, że w świecie zachodzi zjawisko ewolucji – adaptacji przebiegającej bez wyznaczonego celu, polegającej na zmianach organizmów w czasie poprzez wpływ otoczenia, prowadząc do powstawania nowych gatunków [Darwin, 1859]. Zmiany te mają na celu poprawę sprawności danego organizmu. Ważne jest przy tym spostrzeżenie, że sedno tej adaptacji nie polega na znajdowaniu ściśle optymalnych rozwiązań, lecz na znajdowaniu stopniowych ulepszeń. 

Według teorii Darwina adaptacja organizmów w ich środowisku zależy od dwóch czynników: doboru naturalnego i rozmnażania płciowego. Pierwszy z czynników wyznacza osobniki, które przeżyją do chwili wydania własnego potomstwa, drugi zaś zapewnia rekombinację genów w nowo powstałym pokoleniu osobników.

Algorytm można podzielić na kilka etapów:
1. Utworzenie losowej populacji początkowej

2. Symulacja zachowania osobników przez określony czas

3. Ocena zachowania

4. Selekcja

5. Krzyżowanie

6. Mutacja

7. Jeżeli populacja spełnia warunek stopu, zakończ algorytm. W przeciwnym razie powrót do kroku 2
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Rysunek 13 - schemat blokowy algorytmu genetycznego
Źródło: http://www.ummon.org
5.3.1 Osobnik
Osobnik składa się z chromosomów, czyli sekwencji cech, które składają się na propozycję rozwiązania obranego problemu. Jest on badany pod kątem spełnienia założeń genetycznej funkcji oceny. Unikalne połączenie chromosomów i zawartych w nich genów w pojedynczym osobniku jest określane w biologii genotypem. W algorytmie genetycznym operuje się najczęściej na osobnikach haploidalnych, czyli osobnikach wyposażonych w tylko jeden chromosom (w przeciwieństwie do osobników diploidalnych, które dysponują dwoma zestawami genów – co w kontekście organizmów żywych przejawia się chociażby dualistyczną naturą płci). Terminem fenotypu określa się konkretną, implementacyjną reprezentację genów i przypisanych im wartości. Osobniki mogą ulegać operacjom genetycznym, takim jak selekcja, krzyżowanie, bądź mutacja.
Na łamach tej pracy za chromosom możemy przyjąć osobnika, konkretniej jego sieć neuronową, a jeszcze konkretniej - listę wag przy neuronach sieci. Poza wagami sieci, a więc inteligencją NPC, w implementacji istnieje jeszcze jeden gen odzwierciedlający wymiar fizyczny postaci - jej kolor. Jego znaczenie zostanie opisane w późniejszych sekcjach poświęconym operacjom genetycznym (krzyżowanie, mutacja).
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Rysunek 14 – graficzna postać osobników w zaimplementowanej symulacji
5.3.2 Populacja
Stanowi zbiór chromosomów, które są poddawane operacjom genetycznym na przestrzeni czasu. Przy jej tworzeniu zalecane jest zachowanie wysokiej różnorodności osobników, ponieważ zwiększa to szansę na znalezienie osobnika o cechach zbliżonych do cech optymalnych. Zbyt mała różnorodność sprawia, że osobniki prędzej czy później stają się niemalże swoimi wzajemnymi duplikatami, ograniczając możliwości algorytmu do odkrycia nieznanych wcześniej cech polepszających jakość rozwiązań.
Na tę chwilę badania prowadzone są na populacjach o liczności 20-30 ustawionych do siebie plecami osobników, podlegających ocenie po 15 sekundach symulacji.
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Rysunek 15 - zrzut ekranu przykładowej populacji NPC w programie Unreal Engine, liczby nad osobnikami oznaczają ich wartości funkcji przystosowania, która wyliczana jest w czasie rzeczywistym (z powodu wczesnego momentu danej iteracji wartości te są jeszcze niskie)
5.3.3 Funkcja przystosowania
W etapie oceny przystosowania dokonywana jest ewaluacja – systematyczne badanie osobnika pod kątem interesujących nas cech wpływających na rozwiązanie problemu znalezienia satysfakcjonującego zachowania sztucznej inteligencji. Polega na nadaniu branemu pod uwagę osobnikowi stopniowalnej wartości (zwanej z języka angielskiego fitness, czyli dopasowanie).
Wartość ta służy w dalszych częściach algorytmu do ustalenia porządku osobników w bieżącej populacji – np. od najlepszego do najgorszego.
Dla wirtualnych postaci funkcja oceny jest ważonym iloczynem przebytego przez osobnika dystansu oraz trafień osobników z drużyn przeciwnych. Dozwolone są ujemne wartości takiej funkcji, z racji możliwości wzajemnego trafiania się osobników z tej samej drużyny.


5.3.4 Selekcja

Funkcja selekcji, w nawiązując do darwinowskiej selekcji naturalnej, polega na wyborze względnie poprawnie funkcjonujących osobników, które przekażą swoje geny do następnego pokolenia. Istnieją trzy najpopularniejsze sposoby realizacji operacji selekcji:
· Ruletka – tworzy na bazie danej populacji ważoną listę osobników, gdzie najlepszy osobnik będzie miał przypisaną największą wagę, a najgorszy najmniejszą. Z utworzonej w ten sposób listy wybiera się osobniki według szansy zależnej od ich wag.
· Lista rankingowa – rozwiązania są sortowane począwszy od najlepszego aż do najgorszego. Część z osobników znajdujących się na początku otrzymuje prawo do rozmnażania, pozostałe zostają bezpowrotnie usunięte z modelu populacji.
· Turniej – dzieli rozwiązania na kilka grup, w obrębie których wybierane są osobniki najlepsze. Powstały zbiór wybranych osobników może stanowić podstawę do kolejnego, bardziej detalicznego turnieju – sposób jego przeprowadzania jest w tym przypadku dowolny.

W kolejnym pokoleniu powinny móc się znaleźć zarówno najgorsze osobniki, jak i najlepsze, bez względu na wybraną metodę. Zazwyczaj dąży się do uzyskania różnorodności fenotypowej. 
W implementacji programu zastosowaną metodą wyboru osobników do nowej populacji jest selekcja z listy rankingowej, z której następnie dokonywana jest selekcja drogą ruletki. Nowa populacja powstaje z pewnej części najlepszych osobników z poprzedniej populacji (np. 25%), z której zostają wybrane osobniki z prawdopodobieństwem posiadającym cechy połowicznego rozpadu (każda kolejna na liście pozycja ma szansę równą ustalonemu ułamkowi szansy pozycji wcześniejszej), tworząc ciąg geometryczny prawdopodobieństw, przykładowo – 50%, 25%, 12,5%, 7,25%, itd.
W algorytmie zostało zaimplementowane podejście elitarne – razem z ustaloną częścią najlepszych osobników, do aktualnie trwającej symulacji zostaje włączony najlepszy osobnik spośród wszystkich minionych populacji, który został zapamiętany. Ma to na celu zredukowanie oscylacji wartości funkcji przystosowania najlepszych osobników populacji. Wybranie najlepszego osobnika do kolejnej populacji nie zagwarantuje jednak, że utrzyma się on na szczycie rankingu. Taki osobnik nie podlega dalszym operacjom genetycznym.
5.3.5 Krzyżowanie

Krzyżowanie dwóch chromosomów polega na wymianie odpowiadających sobie genów względem losowego punktu przecięcia, który powinien przecinać ich listę w taki sposób, żeby dwie powstałe podlisty posiadały przynajmniej jeden gen (pełne przeniesienie genów zamienia jedynie rozwiązania miejscami) [Koehn, 1994].
Krzyżowanie dwóch sieci neuronowych NPC polega na sparametryzowanej, losowej wymianie osobników wagami przy neuronach. Jest to możliwe ze względu na stały rozmiar sieci obu krzyżujących się osobników. Prawdopodobieństwo wyboru osobnika do krzyżowania zostało zaimplementowane przy użyciu metody podziału połowicznego (będącą analogiczną do prawdopodobieństwa selekcji) – najlepszy osobnik posiada 50% szans na bycie wybranym, następny 25%, i tak dalej.
Dodatkowo, w ramach wizualizacji, uśredniane są geny rodziców odpowiadające za ich kolory. Wypadkowy kolor zostaje przekazany potomstwu (osobnikom po krzyżowaniu). W ten sposób można łatwiej zauważyć tendencje rozwojowe na przestrzeni kilku pokoleń.
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Rysunek 16 - demonstracja operacji mutacji na przykładowych chromosomach, których atrybuty składają się na ciąg czterech kolorów. Osobniki I i II tworzą dwa nowe - I’ i II’ w wyniku zamiany odpowiadających sobie genów w losowy sposób (w tym przypadku dwóch ostatnich)
5.3.6 Mutacja

Mutacja powoduje nieznaczne zmiany wartości pojedynczych cech chromosomów. W algorytmach ewolucyjnych modyfikacje te najczęściej wprowadzane są z bardzo niskim prawdopodobieństwem, zazwyczaj identycznym dla każdego osobnika w populacji. Operacja mutacji zachodzi po krzyżowaniu uprzednio wyselekcjonowanych do nowej populacji osobników [Koehn, 1994].
Mutacja, w przeciwieństwie do krzyżowania, wpływa w jednym momencie tylko na jedną sieć neuronową, zmieniając losową liczbę genów, czyli wag (według podziału połowicznego, począwszy od jednego genu, jak w przypadku krzyżowania) w losowym, sparametryzowanym stopniu. Szansę mutacji neuronu określa parametr NM (Neuron Mutation). Szansę mutacji wagi wejść neuronu określa parametr WM (Weight Mutation). Maksymalny poziom zmiany genu w trakcie mutacji określa parametr MS (Mutation Size). 
Parametr NM oraz WM są zmiennymi zależnymi – wybranie wagi musi zostać poprzedzone wybraniem neuronu.
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Rysunek 17 – demonstracja operacji mutacji na przykładowym osobniku, którego atrybuty składają się na ciąg czterech kolorów. Losowej mutacji uległ atrybut trzeci
5.4 Sieć neuronowa
Sieć neuronowa jest modelem inspirowanym budową mózgu żywego organizmu [Tadeusiewicz, 1993]. Składa się ona z wielu elementów służących do przetwarzania informacji. Elementy takie noszą nazwę neuronów, pełniących uproszczą funkcję rzeczywistych komórek nerwowych. Modele neuronów połączone są ze sobą w strukturę sieci połączeniami sparametryzowanymi (wagami) modyfikowanymi w procesie uczenia. Parametry te - oraz sama topologia sieci - wpływają na sposób jej działania. Sieć generuje wyniki na swoich wyjściach, reagując na zadane wartości wejściowe.
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Rysunek 18 - sieć neuronowa na najwyższym poziomie abstrakcji, czyli czarna skrzynka transformująca wejście na wyjście
Źródło: opracowanie własne
5.4.1 Neuron

Jego model został opracowany przez McCullocha i Pittsa w 1943 roku i oparty został na budowie komórki nerwowej żywego organizmu.
Do wejść neuronu doprowadzane są sygnały dochodzące z neuronów warstwy poprzedniej. Każdy sygnał mnożony jest przez odpowiadającą mu wartość liczbową zwaną wagą. Wpływa ona na percepcję danego sygnału wejściowego i jego udział w tworzeniu sygnału wyjściowego przez neuron. Waga może być pobudzająca - dodatnia lub opóźniająca - ujemna; jeżeli nie ma połączenia między neuronami to waga jest równa zero. Zsumowane iloczyny sygnałów i wag, nazywane również netem, stanowią argument funkcji aktywacji neuronu.
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Rysunek 19 - model perceptronu według McCullocha i Pittsa. Funkcja f(net) jest zwana funkcją aktywacji i jest do pewnego stopnia dowolna
Źródło: opracowanie własne
5.4.2 Funkcja aktywacji neuronu
Wartość funkcji aktywacji jest sygnałem wyjściowym neuronu i propagowana jest do neuronów warstwy następnej. Funkcja aktywacji może być progowa, liniowa lub nieliniowa. Wybór funkcji aktywacji zależy od rodzaju problemu jaki stawiamy przed siecią do rozwiązania. Dla sieci wielowarstwowych najczęściej stosowane są funkcje nieliniowe, gdyż neurony o takich charakterystykach wykazują największe zdolności do nauki. Polega to na możliwości odwzorowania dowolnej zależności pomiędzy wejściem a wyjściem sieci ale w sposób płynny. Umożliwia to otrzymanie na wyjściu sieci informacji ciągłej (nie tylko postaci TAK - NIE).

Wymagane cechy funkcji aktywacji to ciągłe przejście pomiędzy swoją wartością maksymalną a minimalną (np. 0 - 1), łatwa do obliczenia i ciągła pochodna oraz możliwość wprowadzenia do argumentu parametru do ustalania kształtu krzywej. Najczęściej stosowaną jest funkcja sigmoidalna zwana też krzywą logistyczną (przyjmuje ona wartości pomiędzy 0 a 1).
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Rysunek 20 - przebieg unipolarnej funkcji sigmoidalnej
Źródło: opracowanie własne
Obecnie stosowanymi w pracy funkcjami aktywacji są powszechnie używane w sieciach neuronowych nieliniowe funkcje sigmoidalne - zarówno w wersji unipolarnej, jak i bipolarnej. Funkcje te zamieniają ważoną sumę wejść neuronu (net) na wartości z przedziału kolejno <0; 1> lub <-1; 1>. 
Użytą dla alternatywy funkcją aktywacji jest tangens hiperboliczny – funkcja zbliżona kształtem do sigmoidy (najbardziej zauważalną różnicą jest ostrzejszy wzrost w okolicach zera).

Późniejsze badania wykażą, że bipolarna funkcja aktywacji osiąga lepsze wyniki (dzięki temu niektóre neurony mogą wstrzymywać ogólne, często nadmierne pobudzenie sieci przy pomocy ujemnych wartości wyjść).
5.4.3 Struktura sieci neuronowej

Neurony mogą być ze sobą połączone w dowolnych konfiguracjach, tworząc sieć neuronową. Zazwyczaj, w celu osiągnięcia najlepszych efektów, robi się to poprzez określenie warstwy wejściowej (której neurony przekazują informacje wejściowe), warstw ukrytych oraz warstwy neuronów wyjściowych, reprezentujących możliwe do podjęcia decyzje.
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Rysunek 21 - przykładowa sieć neuronów. Kolejno od lewej: Warstwa wejściowa, ukryta, wyjściowa
Źródło: opracowanie własne
W implementacji funkcjonuje obecnie sieć z jedną warstwą ukrytą (jak na rysunku powyżej)  i pełnymi połączeniami neuronów warstw sąsiadujących (każdy z każdym). Wejściami do sieci neuronowej są zmysły postaci komputerowej oraz ich wyliczalne informacje pochodne. W chwili obecnej prowadzone są prace mające na celu ograniczenie wejść do sieci poprzez wybór tych najbardziej istotnych. Dla wyjść została zaimplementowana autorska odmiana podejścia softmax, która sprawia, że szansa wybrania neuronu wyjściowego jest wprost proporcjonalna do wartości jego wyjścia - zwiększa to losowość działania sieci. Jak wykazały badania - takie podejście niesie za sobą zarówno dobre jak i złe skutki. 

Rozwiązanie problemu przy pomocy sieci neuronowych wymaga znalezienia odpowiednich wartości wag przy połączeniach neuronów (oraz dodatkowych wag odpowiadającym poszczególnych warstwom – zwanych biasami). Wagi te mogą powstać w procesie uczenia nadzorowanego lub nienadzorowanego.
W przypadku uczenia nadzorowanego sieć dysponuje modułem zaopatrzonym w odpowiedni zbiór danych uczących, który jest w stanie sprawdzić poprawność działania sieci i przekazać informację zwrotną. Wagi aktualizowane są najczęściej algorytmem propagacji wstecznej (ang. backpropagation).

 

Uczenie nienadzorowane nie wykorzystuje predefiniowanych wzorców, zamiast tego stosując alternatywne metody oceniania poprawności działania modelu.

Uczenie ze wzmocnieniem nagradza sieć neuronową w czasie rzeczywistym, w oparciu o to, jak dobrze radzi sobie z interakcją ze środowiskiem. Metoda ta jest najczęściej używana w grach komputerowych.
5.4.4 Uczenie z propagacją wsteczną
Dysponując odpowiednią liczbą danych uczących (wektorów wejściowych i odpowiadających im wektorów wyjściowych), można dopasować wagi sieci neuronowej tak, aby z dużą poprawnością uogólniała nowe, wcześniej nieznane wzorce.

Do wyznaczenia wag jednokierunkowych sieci pracujących wprzód wykorzystuje się algorytmy gradientowe. 
Ogólny zamysł działania algorytmu gradientowego:
Mając dany zbiór wag w (i) w iteracji i określamy następny, lepiej przybliżający funkcję docelową w chwili następnej według wzoru:

(1) w(i+1) = w(i) + ∆w

gdzie w(i) jest poprzednim a w(i+1) następnym wektorem wag; 
oraz:


(2)
∆w = −η{∂E/∂w}|w=w(i)

gdzie E jest błędem wyjścia (różnicą pomiędzy faktycznym a oczekiwanym wyjściem sieci), natomiast η > 0 jest przyjętym współczynnikiem uczenia, najczęściej 0 < η < 1. 
Wektor wag jest tutaj rozszerzonym wektorem wag:
(3)
w = [w0, w1, . . . , wd]T
,

gdzie w0 odpowiada biasowi.
Powyższy algorytm służy w propagacji wstecznej za mechanizm korekcji wag, prowadzący do polepszenia potencjału klasyfikacyjnego modelu – z każdą iteracją sieć z założenia dokonuje decyzji w bardziej poprawny sposób. Wraz z upływem czasu zmniejsza się również całkowity błąd sieci.

Tendencje spadkowe błędu sieci są również zależne od początkowej konfiguracji wag oraz współczynnika uczenia η. Problem minimalizacji błędu sieci można zilustrować na poniższym rysunku:
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Rysunek 22 - Konceptualny wykres błędu sieci od postępującej permutacji wag. Na wykresie oznaczone są czarnymi punktami dwa przykładowe punkty początkowe (losowe konfiguracje wag) razem z ich przewidywanymi wektorami zmian w następnej iteracji propagacji wstecznej
Źródło: opracowanie własne
Celem propagacji wstecznej jest osiągnięcie najniżej położonego punktu na wykresie (nazywanego minimum globalnym), kierując się w dół gradientu całkowitego błędu sieci. Nieodpowiednio wybrane wagi początkowe mogą doprowadzić do utknięcia algorytmu w najbliższym minimum lokalnym i utrudnić mu przejście do bardziej pożądanego stanu.

5.4.5 Uczenie z wykorzystaniem algorytmu genetycznego
Uczenie sieci neuronowej może przebiegać również nieco bardziej spontanicznie, czerpiąc zamysł z przebiegu algorytmu genetycznego. Ten sposób jest typowy dla grupy metod uczenia nienadzorowanego.

Dane sieci neuronowej (jej wagi oraz biasy) są zakodowane w postaci chromosomu algorytmu genetycznego. Na początku tworzona jest grupa losowych osobników. Jakość pojedynczej sieci neuronowej możemy określić poprzez krótką symulację testową w której owa sieć dokonuje szereg decyzji. Decyzje te otrzymują punktację na podstawie skonstruowanej funkcji oceny. Często stosowaną do tego metodą jest użycie algorytmu propagacji wstecznej [Koehn, 1994], operującego na wyliczanym całkowitym błędzie neuronów sieci, który zarazem jest mierzalnym wskaźnikiem jej jakości. Na końcu iteracji GA tworzone są nowe osobniki zastępujące najsłabsze.

Z racji złożoności obliczeniowej problemu, wąskim gardłem jest architektura sieci oraz liczba osobników – wpływa to na częstość wywołań operacji genetycznych (selekcji, krzyżowania i mutacji) oraz czas trwania ich wykonania. Powinny być one dobrane tak, aby nie powodować zauważalnych w trakcie symulacji problemów wydajnościowych.
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Rysunek 23 - przykładowa realizacja operacji krzyżowania dwóch prostych sieci neuronów. Wartości wag są reprezentowane poprzez grubość linii. W wyniku losowego przecięcia zbioru wag sieci powstały dwa nowe osobniki. Dziedziczoną strukturą był w tym przypadku zbiór wag neuronów ukrytych i zbiór wag neuronów wyjściowych
Źródło: opracowanie własne
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Rysunek 24 - przykładowa realizacja operacji mutacji prostej sieci neuronów. Wartości wag są reprezentowane poprzez grubość linii. W wyniku operacji zmianie uległy dwie losowo wybrane wagi – jedna w warstwie ukrytej, druga w warstwie wyjściowej
Źródło: opracowanie własne
5.4.6 Uczenie z wykorzystaniem techniki Q-learning

Q-learning jest jednym z podejść uczenia ze wzmocnieniem. Uczenie ze wzmocnieniem to proces, który może zostać użyty do sekwencyjnej kontroli akcji, na przykład robota uczącego się poruszania w środowisku. W teorii, każdy układ posiadający elementy wejściowe (zdolność do postrzegania środowiska) i wyjściowe (zdolność interakcji ze środowiskiem) może być wyuczony przez tą metodę. Kluczowym aspektem Q-learningu jest sposób mierzenia poprawności zachowań takiego układu – innymi słowy – w jakim stopniu faktyczne decyzje są zbliżone do decyzji docelowych.

Funkcja oceniająca jakość zachowania układu jest określana mianem funkcji Q (ang. quality). 

Wartość funkcji Q jest definiowana jako wartość bezpośredniej nagrody po wykonaniu akcji A w stanie S, plus ułamek γ ∈ <0, 1> nagrody po po osiągnięciu kolejnego stanu S’ przez optymalną akcję A’:
(4)

Q(S, A) = r + γ(max(Q(S’, A’))
Można zauważyć, że funkcja Q jest funkcją rekurencyjną, zwracającą nagrodę dla predefiniowanej liczby n optymalnych akcji/stanów w przód. Całkowitą nagrodę można utożsamiać z potencjałem akcji wybranej przez postać – akcje dające lepsze możliwości są lepiej nagradzane. Akcje w bardziej odległych stanach (nie będącymi stanami bezpośrednimi) z racji braku pewności ich osiągnięcia posiadają odpowiednio zmniejszone wagi poprzez parametr γ.

Ogólny algorytm uczenia sieci neuronowej algorytmem Q-learning wygląda w następujący sposób:

1. Predykcja decyzji w bieżącym stanie siecią neuronową

2. Predykcja decyzji w bieżącym stanie funkcją Q (zaimplementowaną na bazie drzewa decyzyjnego, czyli sekwencyjnych instrukcji warunkowych), ustalenie nagrody

3. Korekcja wag sieci propagacją wsteczną na podstawie błędu predykcji i nagrody

4. Podjęcie decyzji

5. Jeżeli całkowity błąd sieci jest akceptowalny, algorytm kończy się. W przeciwnym razie powrót do kroku 1.

Etap czwarty polega na podjęciu decyzji – decyzja ta może zostać podjęta przez funkcję Q lub sieć neuronową, w zależności od tego czy chcemy przeszukiwać przestrzeń decyzjami idealnymi, czy też faktycznie podjętymi przez wyuczony model.

6 Model AI
Do przechowania systemu decyzyjnego komputerowych postaci posłużyła sieć drugiej generacji MLP –  wielowarstwowy perceptron (ang. multilayer perceptron) – wyposażona w jedną warstwę neuronów ukrytych. Sieć przetwarza sygnały wejściowe wprzód, zgodnie z metodyką feed-forward. Na wejścia sieci składają się głównie wartości sensorów środowiskowych postaci, z kolei neurony wyjściowe odpowiadają pięciu podstawowym akcjom, jakie może wykonywać aktor.

Pogrubioną czcionką zostały oznaczone wejścia, na które w późniejszym procesie badawczym była zwracana szczególna uwaga.
6.1 Sensory
Wejścia związane z samopostrzeganiem się postaci:
· Stan zdrowia postaci

· Czy postać znajduje się w powietrzu

· Czas od ostatniego momentu zauważenia przeciwnika

· Czas od ostatniego momentu otrzymania przez postać obrażeń

Wejścia związane z postrzeganiem innych postaci i obiektów:
· Liczba widzianych przeciwników

· Liczba widzianych sprzymierzeńców

· Kąt, pod którym znajduje się najbliższy, widoczny przeciwnik
· Czy najbliższy przeciwnik jest widoczny po lewej stronie

· Czy najbliższy przeciwnik jest widoczny po prawej stronie

· Stan zdrowia najbliższego przeciwnika

· Odległość do najbliższego przeciwnika

· Czy najbliższy przeciwnik widzi postać

· Czy w linii prostej przed postacią znajduje się przeciwnik

· Czy tuż przed postacią znajduje się przeciwnik

· Czy tuż przed postacią znajduje się sprzymierzeniec

· Czy tuż przed postacią znajduje się przeszkoda

Wejścia rekursywne, związane z ostatnimi wyjściami sieci:
· Czy postać ostatnio obróciła się w lewo

· Czy postać ostatnio obróciła się w prawo

· Czy postać ostatnio ruszyła się do przodu

· Czy postać ostatnio wykonała atak

· Czy postać ostatnio wykonała skok

6.2 Akcje
Oprócz wejść, w implementacji mamy do dyspozycji kilka wyjść reprezentujących atomowe akcje, jakie może wykonywać postać:
· obrót o 15 stopni w lewo

· obrót o 15 stopni w prawo

· ruch do przodu

· atak

· skok
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Rysunek 25 - postać najbliżej lewej krawędzi ekranu widzi dwóch przeciwników, z czego najbliższy znajduje się na wprost, w bezpośrednim zasięgu. Oczekiwaną decyzją w takiej sytuacji jest atak. Postać najbliżej prawej krawędzi ekranu nie widzi nikogo w promieniu 180 stopni i nie wykrywa przed sobą przeszkody. Oczekiwanym działaniem będzie obrót lub ruch do przodu, w celu eksplorowania obszaru w poszukiwaniu przeciwników
7 Diagram klas
Logika programu została podzielona na 7 głównych klas. Klasa OutputVector jest wykorzystywana jako tymczasowa struktura danych, stąd nie ma połączeń z pozostałymi.
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8 Badania
8.1 Opis procedury badawczej
Badania zostały przeprowadzone na urządzeniu o następujących parametrach:

· Procesor: Intel® Core™ i7-4810MQ CPU @ 2.80 GHz

· RAM: 8 GB

· Architektura systemu: 64-bit
Badania polegały na przetestowaniu parametrów symulacji w kontekście prędkości uczenia modeli sieci neuronowych. Wszystkie testy zostały przeprowadzone w tej samej, zamkniętej przestrzeni symulacyjnej. Przestrzeń składa się z powierzchni płaskiej, po której przemieszczają się agenci, czterech ścian ograniczających możliwości eksploracyjne agentów

Parametry badawcze:

· Round time [float] – czas trwania jednej populacji w sekundach, domyślnie 20
· AI number [integer] – liczba osobników w populacji (nie licząc kopii najlepszego), domyślnie 20

· Neuron mutation chance [float] – szansa na mutację pojedynczego neuronu, domyślnie 0.05

· Weight mutation chance [float] – szansa na mutację wagi neuronu, domyślnie 0.05

· Mutation size [float] – rozmiar mutacji, wartość o którą maksymalnie może ona się zwiększyć lub zmniejszyć, domyślnie 0.05

· Crossover chance [float] – rozkład szansy krzyżowania dwóch osobników z wyselekcjonowanej grupy pod koniec generacji, domyślnie 0.5

· Inheritance level [float] – procent punktów wynikających z oceny genetycznej, przekazywany przez osobników-rodziców swoim dzieciom, domyślnie 0

· Learning rate [float] – współczynnik uczenia sieci algorytmem propagacji wstecznej μ, określający krok korekcji wag, domyślnie 0.05

· Decision mode [integer] – tryb podejmowania decyzji 
– deterministyczny (1), softmax (2), domyślnie 2

· Place in circle [boolean] – sposób umieszczenia osobników po utworzeniu ich populacji (true – w okręgu, plecami do siebie, false – losowe miejsce na scenie, losowa rotacja), domyślnie true

Aby przyspieszyć ekstrakcję miarodajnych wyników, zdecydowano się na ograniczenie liczby wejść sieci do następujących, binarnych sensorów aktora:

· Czy postać znajduje się w powietrzu

· Czy najbliższy przeciwnik jest widoczny po lewej stronie

· Czy najbliższy przeciwnik jest widoczny po prawej stronie

· Czy w linii prostej przed postacią znajduje się przeciwnik

· Czy tuż przed postacią znajduje się przeciwnik

· Czy tuż przed postacią znajduje się sprzymierzeniec

· Czy tuż przed postacią znajduje się przeszkoda
Badania były zorientowane również na elementy behawioralne agentów:

· Eksploracja pozioma – podstawowa umiejętność przeszukiwania przestrzeni symulacji

· Eksploracja pionowa – umiejętność omijania przeszkód z wykorzystaniem akcji skoku

· Interakcja z przeciwnikami – główny mechanizm zdobywania punktów oceny poprzez zadawanie ciosów agentom przeciwnym

· Interakcja z sojusznikami – praca zespołowa, unikanie konfrontacji ze sprzymierzonymi agentami

W celu usprawnienia badań zostały zaimplementowane pomocnicze operacje, uruchamiane z konsoli otwierane klawiszem tyldy ‘~’. W skład tych operacji wchodzą:

· ce Reset – funkcja resetująca bieżące postępy populacji i tworząca nową, losową populację osobników

· ce ToggleRendering – funkcja włączająca/wyłączająca renderowanie grafiki symulacji. Taki zabieg usprawnia wydajność złożonych procesów obliczeniowych zaimplementowanych algorytmów

· ce Print – funkcja wypisująca historię symulacji, czyli wartości funkcji oceny i całkowity błąd sieci w poszczególnych populacjach
· ce ToggleFPS – funkcja włączająca/wyłączająca wyświetlanie liczby wyświetlanych klatek symulacji na sekundę (ang. frames per second). Dodatkowo wyświetlany jest odstęp pomiędzy wyświetlanymi klatkami w milisekundach

W badaniach przydatna okazała się wtyczka do programu Unreal Engine umożliwiająca tworzenie wykresów mierzonych wartości w czasie rzeczywistym.
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Rysunek 26 - Interfejs graficzny modułu badawczego, prezentujący w czasie rzeczywistym wykres całkowitego błędu wszystkich sieci neuronowych na przestrzeni populacji osobników. W lewym górnym rogu zostały wypisane informacje o ostatnio ewaluowanej populacji.
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Rysunek 27 - Interfejs graficzny modułu badawczego, prezentujący w czasie rzeczywistym wykres wartości funkcji przystosowania najlepszego osobnika (fitness) na przestrzeni populacji
8.2 Wyniki przeprowadzonych badań
Zaprezentowane w następnych częściach wykresy populacyjne dzielą się na dwa typy:

1. Wykres wartości funkcji przystosowania osobników populacji

2. Wykres całkowitego błędu osobników populacji

Wykresy te mogą posiadać trzy serie:

· Best – seria wartości najlepszych osobników kolejnych populacji

· Average – seria wartości średnich wszystkich osobników w kolejnych populacjach

· Worst – seria wartości najgorszych osobników kolejnych populacji

Początkowe wagi uczonych sieci neuronowych były rozlosowane z przedziału <-0.5; 0.5>. Ziarno algorytmu losującego dla wszystkich symulacji było takie samo.
8.2.1 Badanie procesu uczenia sieci algorytmem genetycznym
Pierwszy etap badań został poświęcony metodzie optymalizacji algorytmem genetycznym.

Agenci uczyli się stopniowo wydajnego poruszania w przestrzeni symulacyjnej, początkowo przemieszczając się jedynie do przodu. Sprawiało to, że osobniki prędzej czy później zatrzymywały się przed przeszkodami. W następnej kolejności osobniki uczyły się przeskakiwania nad przeszkodami terenowymi – były one przez to nagradzane większą liczbą punktów oceny. W końcowych fazach osobniki uczyły się skręcania i zadawania ciosów (w losowej kolejności), co zapewniało im najlepszą punktację. Osobniki wykształcały również proste zachowania stadne, cechujące się unikaniem konfrontacji ze sprzymierzonymi agentami.
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Rysunek 28 - wykres funkcji przystosowania (fitness) dla symulacji czystego algorytmu genetycznego przy deterministycznym trybie decyzyjnym. W 54-tej populacji widać nagły przełom, spowodowany losową mutacją odpowiednich wag osobnika. Potomstwo osobnika dostało szansę na odtworzenie powstałego zachowania, utrwalając się w większości osobników populacji. Znaczna oscylacja wykresu daje jednak do zrozumienia, że wagi sieci nie utworzyły stabilnego rozwiązania

Testy deterministycznego trybu decyzyjnego ujawniły asymetryczność powstałej sieci neuronowej, która przejawiała się między innymi tym, że NPC preferowały tylko jedną z kilku oczekiwanych akcji (tj. uczyły się skręcać tylko w jedną stronę). 

Została dlatego zaimplementowana metoda probabilistyczna softmax, która zamiast wybierać neuron z największą wartością wyjściową (np. neuron odpowiadający obrotowi postaci w lewo), wybiera neuron z prawdopodobieństwem proporcjonalnym do wartości wyjściowej neuronu. W ten sposób nieużywany do tej pory neuron obrotu w przeciwną stronę zyskuje szansę na skok i polepsza tym samym zachowanie postaci. Badania wykazały, że tego rodzaju podejście w przypadku samego algorytmu genetycznego oferuje zbyt losową ewaluację, aby funkcja selekcji mogła wydobyć odpowiednie osobniki.
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Rysunek 29 - wykres funkcji przystosowania (fitness) dla symulacji czystego algorytmu genetycznego przy probabilistycznym trybie decyzyjnym z zastosowaniem techniki softmax. Losowość decyzji już od pierwszej populacji utrudnia ustalenie stabilnych wartości wag

Typowym problemem, na który natrafia populacja osobników w algorytmie genetycznym jest problem utraty osobników z relatywnie wysoką wartością funkcji przystosowania. Aby temu zapobiec, został zaimplementowany system utrzymywania wartości funkcji przystosowania. System ten nagradza potomstwo dobrych osobników, co sprawia, że ich linia genealogiczna nie traci na jakości w wyniku losowego błędu na przestrzeni jednej populacji – na przykład nieoczekiwanego zachowania osobnika.

W późniejszych etapach badań system ten został zastąpiony mechanizmem zapisywania najlepszego osobnika spośród wszystkich populacji, dołączając go do każdej następnej (elitaryzm). Osobnik ten z reguły gwarantował przetrwanie najlepszego zestawu cech, choć zdarzały się przypadki, w których osobniki bieżącej populacji zauważalnie przewyższały najlepszego osobnika wybranego w oparciu o funkcję fitness.
8.2.2 Badanie procesu uczenia sieci metodą Q-learning
W następnym etapie badań została poddana obserwacji alternatywna metoda uczenia sieci – metoda Q-learning.

O ile algorytm genetyczny nie sprawiał problemów wydajnościowych (podsumowanie i ewaluacja populacji odbywały się po upływie wyznaczonego czasu), o tyle liczba rekursywnych kroków  algorytmu funkcji jakości miała duży wpływ na wydajność procesu uczenia. Maksymalną wartością referencyjną opóźnienia wykonania symulacji było 50 ms – popularna wartość powszechnie akceptowana wśród graczy komputerowych (również gier sieciowych). Według przeprowadzonych obserwacji, maksymalną liczbą kroków, która pozwalała na stabilne wykonywanie obliczeń w czasie rzeczywistym jest 4. Dalsze zwiększanie głębokości rekursji skutkowało w znacznych opóźnieniach, które zaburzają taktowanie symulacji i uniemożliwiają graczowi ewentualną grę.
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Rysunek 30 - średnie opóźnienie w milisekundach w zależności od głębokości rekursji funkcji Q. Obliczane w czasie 10 pierwszych sekund symulacji przy kamerze skierowanej do centrum planszy
Osobniki uczone metodą Q-learning – ze względu na przetwarzanie tylko i wyłącznie własnych stanów – nie posiadają możliwości predykcji ruchów pozostałych osobników. Zważywszy jednak na ograniczenia głębokości drzewa rekursji, ta wada nie wydaje się znaczna.

Uczona sieć zaczynała odwzorowywać funkcję Q już po około 20 generacjach osobników (co w nieprzyspieszonym czasie symulacyjnym wynosi 400 sekund). 

Sieć neuronowa spotykała się również ze zjawiskiem przeuczenia (z ang. overfitting), skutkującym wzrostem kwadratowego błędu w czasie. Przeuczenie wynika ze zbytniego dopasowania do danych uczących [Gurney, 1991], którymi w tym przypadku są dane tworzone w czasie rzeczywistym z pomocą techniki Q-learning. Im bardziej przeuczony jest model, tym większe szkody wyrządza w nim zastosowanie operacji mutacji jednej z wag. Wąskim gardłem są tutaj wartości wag oscylujące w okolicach zera – zmiana takiej wagi o nieznaczną wartość (zarówno w górę, jak i w dół) może wiązać się z raptownymi zmianami w klasyfikacji końcowej w sieci.
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Rysunek 31 – wykres przedstawiający zsumowany, całkowity błąd kwadratowy wszystkich sieci w kolejnych populacjach dla ewaluacji hybrydy algorytmu genetycznego z techniką Q-learning. Od populacji 32 zauważalne są oscylacje na dwa wzrastające „poziomy”, wynikające z przeuczenia sieci. Każdy z tych poziomów odpowiada jednej z błędnych konfiguracji wag istotnych neuronów, do których dochodzi po operacji mutacji. Populacje, w których mutacje tych konkretnych wag osobników nie wystąpiły, osiągały średni błąd bliski zeru

Osobniki przeuczone charakteryzują się obniżoną adaptacyjnością i podatnością na niewielkie zmiany modelu, np. przez operacje genetyczne lub zmianę funkcji oceny (utożsamianej z celem gry).

W celu uniknięcia przeuczenia modelu zastosowano metodę early stopping, polegającą na powrocie do ostatnich najlepszych wag w momencie zaobserwowania kilkukrotnego wzrostu całkowitego błędu kwadratowego.

Przeuczenie nie zawsze powodowało zauważalny spadek w jakości zachowania agentów – czasami algorytm genetyczny tworzył rozwiązania, które były uznawane przez funkcję Q za wyraźnie gorsze (chociaż były porównywalnie dobre). 

Aby nie ograniczać potencjału ewolucyjnego, zdecydowano się na wyłączenie propagacji wag metodą Q-learning po osiągnięciu stabilnych wartości błędu. Algorytm genetyczny skutecznie zastąpił jej miejsce, dostrajając wagi agentów przy zachowaniu różnorodności genetycznej.
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Rysunek 32 - wartości funkcji przystosowania osobników uczonych algorytmem genetycznym i techniką Q-learning, która została zatrzymana w 165 populacji. Uniezależniony od niej GA z powodzeniem podnosi średnią wartość oceny populacji, jak również wchodzi momentami na wyższe poziomy oceny najlepszego osobnika. W okolicach 230 populacji osobniki chwilowo upodobniły się do siebie (cecha GA), zrównując wartości oceny. Sam moment zmiany sposobu uczenia był empirycznie niezauważalny. Czarną linią oznaczono linie trendu dla odpowiednich serii danych, wyznaczające średnie z 25 najbliższych punktów

Wykresy funkcji przystosowania dla sieci uczonej techniką Q-learning cechowały się generalnym wzrostem oscylującym dookoła krzywej logarytmicznej. 

Prędkość uczenia sieci osobników, której wyznacznikami były wartości funkcji błędu i funkcji przystosowania, była zależna głównie od współczynnika uczenia (ang. learning rate). W celu znalezienia wartości tego współczynnika najbardziej zbliżonej do optymalnej, zestawiono wyniki 10 symulacji (dla różnych wartości współczynnika) na wykresach funkcji błędu i funkcji fitness.

[image: image35.emf]0

10

20

30

40

50

60

70

80

90

0.01 0.02 0.03 0.04 0.05 0.06 0.07 0.08 0.09 0.1

Fitness

Współczynnik uczenia

Średnia wartość funkcji przystosowania 

osobników pierwszych 100 populacji

Best

Average


Rysunek 33 - wykres przedstawiający uśrednioną wartość genetycznej funkcji przystosowania osobników fitness dla pierwszych 100 iteracji symulacji w zależności od współczynnika uczenia. Funkcja przystosowania osiąga wyraźny spadek wartości średnich osobników od współczynnika uczenia równego 0.1
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Rysunek 34 – wykres przedstawiający uśredniony, całkowity błąd sieci neuronowych dla pierwszych 100 iteracji symulacji w zależności od współczynnika uczenia. Błąd osiągnął najwyższą wartość dla współczynnika równego 0.1
Analizując oba kryteria jakości osobników można dojść do wniosku, że optymalna wartość współczynnika uczenia jest skorelowana jednocześnie z niskim błędem sieci i z wysokim fitness osobników. Kierując się tą regułą, optymalna wartość współczynnika wydaje się znajdować w okolicy 0.09.

Od wartości 0.1 nastąpiło wyraźne pogorszenie wartości ze względu na zbyt duży współczynnik uczenia uniemożliwiający ustalenie wymaganych wag.

8.2.3 Porównanie skuteczności metod
Obie metody (GA i Q-learning) zostały zestawione w celu porównania ich skuteczności. Pierwszym, najbardziej oczywistym elementem porównawczym był tutaj aspekt prędkości uczenia modeli sieci. W drugiej kolejności zostały zbadane maksymalne osiągi funkcji oceny (przystosowania) dla obu tych metod.

Wszystkie populacje początkowe posiadały wagi rozlosowane z tego samego ziarna, a ich osobniki podejmowały decyzje w sposób deterministyczny (zasada największego wyjścia neuronu). Pozwoliło to na uniknięcie nadmiernej losowości i wyciągnięcie wniosków porównawczych. Wartości funkcji przystosowania dla najlepszych osobników danych generacji zostały zaprezentowane na poniższym wykresie:
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Rysunek 35 – wartości funkcji fitness dla najlepszych osobników danych generacji (linie trendu średniej ruchomej 25 punktów). Algorytmy uczące zestawiono z drzewem decyzyjnym, pełniącym w trakcie uczenia rolę funkcji Q. Algorytm Q-learning oraz jego połączenie z algorytmem genetycznym przewyższyły drzewo decyzyjne w osiągach najlepszych osobników. Algorytm genetyczny – w przeciwieństwie do Q-learningu – nie wykazał zdolności do wykształcenia złożonych zachowań osobników w ciągu kilku pokoleń.
Prędkość uczenia modelu AI algorytmem Q-learning była zauważalnie większa ze względu na ciągły napływ danych uczących ze środowiska. Odizolowany algorytm genetyczny potrzebuje kilkakrotnie więcej pokoleń do osiągnięcia średniej wartości funkcji oceny zbliżonej do wyników metody Q-learning.
Poprzednie wyniki badań pokazały, że spowodowane uczeniem opóźnienie symulacji było akceptowalne zarówno w przypadku algorytmu genetycznego, techniki Q-learning, jak również i w przypadku połączenia obu metod.

Maksymalne wartości funkcji oceny osobników w obu metodach były zbliżone, jednak w algorytmie genetycznym osiągnięte w ten sposób wartości były związane z przypadkowością – wykres wykazywał duże właściwości oscylacyjne.
9 Podsumowanie

Celem pracy było zaprojektowanie i implementacja trójwymiarowej gry komputerowej, na łamach której zostały porównane popularne metody realizacji inteligentnych zachowań postaci niezależnych NPC (ang. Non-Playable Character). Podejście hybrydowe uwzględniające uczenie metodą Q-learning i algorytmem genetycznym dostarczyło w pełni zadowalających wyników.
9.1 Wnioski

Zaproponowany w tej pracy zbiór metod posiada potencjał do rozpoznawania wzorców otoczenia i odtwarzania zachowań zbliżonych do inteligentnych. Wykazuje również funkcję samoorganizacji, która przejawia się w uczeniu nienadzorowanym. Pozostawiona samej sobie, sieć neuronowa wyucza się z czasem przydatnych zachowań, których powtarzanie idzie w parze z odnoszeniem sukcesów w symulacji. Odnoszone w ten sposób sukcesy są analogiczne do wyników prostego algorytmu sterowania bazującego na drzewie decyzyjnym, jednak niosą za sobą charakterystyczny dla sieci neuronowych aspekt adaptacyjności.

Q-learning wykazywał właściwości przyspieszające proces uczenia, ale jego potencjał jest ograniczony do zdefiniowanej funkcji Q, której poziomu skuteczności nie jest w stanie przekroczyć. Warto zatem używać jej na początku symulacji w połączeniu z GA, a po osiągnięciu zastoju w ocenie osobników przełączyć proces na sam algorytm genetyczny.

Wydajność tych metod została udowodniona i zademonstrowana w symulacji komputerowej, której czas trwania (w większości przypadków) nie przekraczał godziny. Ze względu na stosunkowo niskie opóźnienie symulacji, użyte w procesie uczenia agentów algorytmy nadają się do zastosowania w grach czasu rzeczywistego.

Pomimo wielu typów operacji i złożoności obliczeniowej algorytmu, jest on jeszcze daleki od reprezentacji zachowania biologicznych neuronów stworzeń żywych. Stanowi on jednak dobrą podstawę do realizacji relatywnie prostej sztucznej inteligencji wykazującej właściwości uczenia się. 

Duża liczba różnych sensorów wejściowych sieci agenta odbijała się znacznym pogorszeniem prędkości uczenia modelu AI. Uczenie sieci z małą liczbą binarnych sensorów przebiega znacznie szybciej.

Wartym odnotowania spostrzeżeniem jest fakt, że znalezienie modelu sieci neuronowej zbliżonego do optymalnego jest relatywnie trudne i wymaga od twórcy zastosowania empirycznej metody prób i błędów w zdecydowanie większym stopniu, niż w przypadku powszechnie stosowanych, iteracyjnych algorytmów deterministycznych.

9.2 Dalszy rozwój

Skuteczność algorytmu mogłaby bez wątpienia wzrosnąć po zmianie architektury modelu na sieć neuronową III-ciej generacji – impulsową sieć neuronową (ang. spiked neural network). W proces uczenia wirtualnych agentów warto również zaangażować rekurencyjne sieci neuronowe, dedykowane pod rozwiązania wymagające przetwarzania sekwencji stanów. Takich sekwencji z pewnością nie brakuje w trójwymiarowych środowisku komputerowym. Należy jednak przy tym pamiętać, że istnieje pewne optymalne rozwiązanie, znajdujące się gdzieś pomiędzy wiernym odwzorowaniem ludzkiego zachowania, a ograniczoną sprzętowo płynnością działania algorytmu.
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11 Załącznik

Załącznik obejmuje specyfikację i wytłumaczenie implementacji utworzonego oprogramowania. 
Logika programu została zamknięta w następujących modułach:

	FitnessWidget
Półprzeźroczysty panel z wykresem funkcji przystosowania osobników (fitness)

	GeneticAIController
Wykorzystujący sieć neuronową kontroler sterujący pojedyńczą postacią

SeenEnemies : ThirdPersonCharacter [ ]
Lista widzianych przeciwników

SeenFriends : ThirdPersonCharacter [ ]
Lista widzianych sojuszników

Timer : Float
Zegar kontrolera postaci

LastEnemySeenTimer : Float
Czas od ostatniego momentu zauważenia przeciwnika

LastDamageTakenTimer : Float
Czas od ostatniego momentu otrzymania obrażeń

NeuralNetwork : NeuralNetwork
Sieć neuronowa postaci

State: State 
Ostatni stan, w jakim znajdowała się postać 

DecisionMode : Integer
Tryb decyzji podejmowanych przez postać (deterministyczny/softmax)

UpdateState ( ) : State

Operacja aktualizacji stanu postaci (zapisanie zrzutu wszystkich jej sensorów)

SetSeenCharacters ( ) : void
Operacja ustawienia widzianych przeciwników i sojuszników

PickOutputNeuron ( Float, State ) : Integer
Operacja wybrania neuronu decyzyjnego w oparciu o tryb decyzji

CalculateFitness ( State, Integer ) : void
Operacja obliczenia wartości funkcji przystosowania osobnika




	GlobalErrorWidget
Półprzeźroczysty panel z wykresem sumarycznego błędu sieci neuronowych wszystkich osobników



	MyPlayerController
Kontroler postaci testowej, w którą może wcielić się gracz



	MySaveGame
Struktura przechowująca populację z najlepszym osobnikiem populacji, pod względem funkcji przystosowania lub błędu sieci neuronowej

	NeuralNetwork
Klasa sieci neuronowej reprezentująca skierowany graf neuronów uporządkowanych według warstw

InboundNeurons : Neuron [0..*]
Lista neuronów warstwy wejściowej

HiddenNeurons : Neuron [0..*]
Lista neuronów warstwy ukrytej

OutboundNeurons : Neuron [0..*]
Lista neuronów warstwy wyjściowej

BestOutputNeuron : Neuron
Ostatni neuron wynikowy o największym wyjściu

BestNeuronIndex : Integer
Indeks ostatniego neuronu wynikowego o największym wyjściu

InputsMaxIndex : Integer
Największy indeks listy wejść do sieci (rozmiar listy neuronów wejściowych - 1)

LastTotalError : Float
Ostatni całkowity błąd sieci

CalculateOutputForInput ( State Input ) : Float
Operacja obliczająca wyjście sieci dla zadanego stanu wejściowego

Mutate ( Float, Float, Float, ThirdPersonCharacter ) : void
Operacja genetyczna mutacji sieci neuronowej
Crossover ( NeuralNetwork ) : void
Operacja genetyczna krzyżowania dwóch sieci neuronowych (bieżącej i zadanej w parametrze) zwracająca dwie nowe sieci z losowo przydzielonymi wagami pochodzącymi od rodziców




	Neuron
Klasa reprezentująca neuron. Zawiera listę referencji do neuronów, których wyjścia składają się na wektor wejściowy, funkcję aktywacji (tangens hiperboliczny)
InboundNeurons : Neuron [0..*]
Neurony, których wyjścia utworzą wektor wejściowy tego neuronu

Weights : Float [ ]
Wagi przypisane do odpowiednich wejść neuronu

Output : Float
Ostatnia wartość wyjściowa neuronu

OutputError : Float
Ostatni błąd neuronu

Input
Ostatni stan wejściowy

CalculateOutput ( Float ) : Float
Operacja obliczająca wyjście neuronu dla zadanych wartości wejściowych

SetRandomWeights ( ) : void
Operacja ustawiająca wagi neuronu na losowe wartości z przedziału <-1, 0>



	OutputVector
Wektor wartości zmiennoprzecinkowych, stanowiący wyjście z sieci neuronowej

MoveForwardNeuronOutput : Float
Wartość wyjściowa przypisana akcji ruchu w przód

TurnRightNeuronOutput : Float
Wartość wyjściowa przypisana akcji obrotu w prawo

TurnLeftNeuronOutput : Float
Wartość wyjściowa przypisana akcji obrotu lewo

JumpOutput : Float
Wartość wyjściowa przypisana akcji skoku

AttackOutput : Float
Wartość wyjściowa przypisana akcji ataku




	State
Struktura stanu postaci, przechowująca wyniki aktywacji jej sensorów
HealthPercent : Float
Procent stanu zdrowia postaci

IsInAir : Boolean
Czy postać znajduje się w powietrzu

IsNearestEnemyOnLeft: Boolean
Czy najbliższy widoczny przeciwnik jest po lewej stronie

IsNearestEnemyOnRight : Boolean
Czy najbliższy widoczny przeciwnik jest po prawej stronie

NearestSeenEnemyHealthPercent : Float
Procent stanu zdrowia najbliższego widocznego przeciwnika

NearestSeenEnemyDistance : Float
Odległość od najbliższego widzianego przeciwnika

NearestSeenEnemySeesMe : Boolean
Czy najbliższy widoczny przeciwnik widzi postać

SeenEnemies : Integer
Liczba przeciwników w polu widzenia

SeenFriends : Integer
Liczba sojuszników w polu widzenia

IsObstacleOnFronts : Boolean
Czy tuż przed postacią znajduje się przeszkoda niebędąca inną postacią

IsEnemyOnFront : Boolean
Czy tuż przed postacią znajduje się przeciwnik

IsFriendOnFront : Boolean
Czy tuż przed postacią znajduje się sojusznik

IsEnemyFurtherOnFront : Boolean
Czy w linii prostej przed postacią znajduje się przeciwnik

TimeSinceEnemyLastSeen : Float
Czas od ostatniego momentu zauważenia przeciwnika

TimeSinceTookDamage : Float
Czas od ostatniego momentu otrzymania przez postać obrażeń




	ThirdPersonCharacter
Klasa aktora mogącego być sterowanym przez kontroler

BaseTurnRate : Float
Prędkość obracania się postaci w lewo/prawo w przypadku sterowania ręcznego

BaseLookUpRate : Float
Prędkość spoglądania postaci w górę/dół w przypadku sterowania ręcznego

HasJumped : Boolean
Czy postać skoczyła, używane do wyświetlania animacji skoku

HasAttacked : Boolean
Czy postać wykonała atak, używane do wyświetlania animacji ataku

Team : Integer
Drużyna postaci, służy do definiowania przeciwników i sojuszników

Health : Float
Aktualny stan punktów zdrowia postaci

MaxHealth : Float
Maksymalna liczba punktów zdrowia postaci

ViewAngle : Float
Kąt pola widzenia postaci, w stopniach

Points : Float
Punktowa ocena postaci według genetycznej funkcji przystosowania

Timer : Float
Zegar postaci

PreviousLocation : Vector
Poprzednia lokacja postaci, używana do obliczania przesunięcia postaci

DistanceWalked : Float
Całkowite przesunięcie postaci, wykorzystywane w funkcji przystosowania

DamageDealt : Float
Obrażenia zadane przeciwnikom, wykorzystywane w funkcji przystosowania

DamageReceived : Float
Otrzymane obrażenia, wykorzystywane w funkcji przystosowania

LastAction : Integer
Indeks ostatniej akcji, którą wykonała postać

Color : LinearColor
Kolor postaci w modelu RGB



	Trainer
Klasa przechowująca logikę scenariusza treningowego, agreguje w sobie parametry badawcze, służąc za obiekt nadzorujący symulację

Timer : Float
Licznik odliczający czas pozostały do końca populacji

RoundTime : Float
Parametr czasu trwania populacji (w sekundach)

AIRanking : ThirdPersonCharacter [0..*]
Ranking postaci sortowanych od najlepszej do najgorszej

AINumber : Integer
Parametr liczby osobników w populacji

Iteration : Integer
Licznik iteracji algorytmu genetycznego (populacji)

BestPoints : Integer
Najlepsza spośród wszystkich osobników w populacjach wartość funkcji przystosowania

NeuronMutationChance : Float
Szansa mutacji neuronu

WeightMutationChance : Float
Szansa mutacji wagi neuronu

MutationSize : Float
Rozmiar mutacji

CrossoverChance : Float
Szansa na krzyżowanie dwóch osobników po selekcji

BestActor : ThirdPersonCharacter
Najlepszy osobnik wśród wszystkich populacji

InheritanceLevel : Float
Procent punktów przekazywanych dzieciom przez rodziców w trakcie krzyżowania

LearningRate : Float
Współczynnik uczenia sieci η
BestPointsHistory : Integer [0..*]
Lista wartości funkcji przystosowania najlepszego osobnika w każdej populacji

AveragePointsHistory : Integer [0..*]
Lista średnich wartości funkcji przystosowania osobników w populacjach

WorstPointsHistory : Integer [0..*]
Lista wartości funkcji przystosowania najgorszego osobnika w każdej populacji

DecisionMode : Integer
Tryb decyzji (deterministyczny/probabilistyczny)

TotalErrorHistory : Float [0..*]
Lista łącznych błędów kwadratowych osobników w populacjach

BestTotalError : Float
Najmniejszy błąd całkowity populacji osobników

PlaceInCircle : Boolean
Parametr sposobu umieszczenia osobników po ich utworzeniu (true – rozmieszczenie w okręgu, false – rozmieszczenie losowe)

GetAIRanking ( ) : ThirdPersonCharacter [ ]
Funkcja ustawiająca i zwracająca ranking postaci

PrintInfo ( ThirdPersonCharacter [ ] ) : void
Operacja wyświetlająca informacje o populacji na ekranie

CloneBestAIs ( ) : void
Operacja klonowania najlepszych postaci do następnej populacji

Load ( ) : void
Operacja wczytania ostatnio zapisanej populacji

Save ( ) : void
Operacja zapisu populacji

PlaceAllInCircle ( ) : void
Operacja umieszczenia postaci w okręgu, plecami do siebie

CorrectWeights ( NeuralNetwork, State, OutputVector, Float) : NeuralNetwork
Poprawienie wag sieci neuronowej postaci przy pomocy propagacji wstecznej 

TransferDerivative ( Float ) : Float 
Pochodna funkcji aktywacji neuronów sieci
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